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I. Introduction 

 

Dans le cadre de la gestion d’une crise telle que l’épidémie de COVID-19, de nombreux facteurs 

structurels et facteurs conjoncturels sont susceptibles d’entrer en jeu dans les capacités d’un pays à 

contrôler et endiguer la prolifération de la maladie. En effet, au-delà de l’intervention de l'État en termes 

de stratégies d’anticipation de crise et de décisions liées à l’évolution de la situation sanitaire, chaque 

pays est doté de diverses caractéristiques inhérentes à sa population qui, dans leur structure ou leurs 

comportements, font état d’une plus ou moins forte adhérence aux incitations du gouvernement, et 

donc d’une plus ou moins grande réussite de ces stratégies. Nous choisissons plus spécifiquement de 

nous focaliser sur les décès imputés au virus dans différents pays d’Europe, et tenter de voir quelles 

caractéristiques structurelles ou conjoncturelles exercent une influence significative sur ces derniers.  

Les données de panel sont relatives à des mêmes individus et leurs caractéristiques suivis de façon 

régulière dans le temps. De ce fait, ce type de données possède à la fois une dimension individuelle 

(transversale) et temporelle (longitudinale). Dans le cadre de cette étude, nous avons choisi de nous 

intéresser à des caractéristiques relatives à l’épidémie de COVID-19 observées sur une base journalière 

pour vingt-six pays, dont la variable endogène retenue est le nombre de morts liés au virus pour 1 000 

000 de personnes. Notre but est de déterminer si, les caractéristiques intrinsèques au pays et leur 

évolution dans le temps, telles que la composition de sa population et leur sensibilité aux gestes 

barrières, sont en mesure d’expliquer le nombre de morts du COVID à un instant t. 

De ce fait, après avoir présenté le jeu de données qui constitue le cœur de notre analyse, nous 

utiliserons dans un premier temps le logiciel Stata pour réaliser notre modèle sur données 

longitudinales, puis nous recourrons à une méthode de machine learning en langage Python pour 

l’estimation de notre variable expliquée. 

 

 

 

 

II. Présentation des données 

 

Les données utilisées dans le cadre de cette étude ont été extraites d’un jeu de données rendu 

disponible sur Github [1] qui recense des données relatives au COVID-19 à travers cas confirmés, 

décès,  hospitalisations et tests, ainsi que d'autres variables d'intérêt potentiel provenant de diverses 

sources (la principale étant Our World in Data).  

Les données recueillies comprennent un total de 18201 observations, soit 59 variables mesurées de 

façon journalière du 01/06/2020 au 01/05/2022 pour 26 pays d’Europe. Les deux tableaux ci-dessous 

recensent respectivement les sources depuis lesquelles ont été extraites les mesures (variables 

regroupées par thèmes) de la base, ainsi que les pays concernés par notre analyse. La liste complète 

des variables utilisées est rendue disponible en annexe. 
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Table 1 : Origine des différentes variables, par thème 

 

Mesures Source Mises à jour Pays 

Vaccinations Our World in Data Journalière 218 

Tests & positivité Our World in Data N’est plus mis à jour 

(#2667) 

193 

Hôpitaux & soins 

intensifs 

Our World in Data Journalière 47 

Cas confirmés JHU CSSE COVID-19 Data Journalière 219 

Morts confirmés JHU CSSE COVID-19 Data Journalière 219 

Taux de 

reproduction 

Arroyo-Marioli F, Bullano F, Kucinskas S, 

Rondón-Moreno C 

Journalière 196 

Réponses politiques Oxford COVID-19 Government Response 

Tracker 

Journalière 187 

Autres variables 

d’intérêt 

Organisations internationales (UN, World 

Bank, OECD, IHME…) 

Fixées 241 

 

 

Table 2 : Pays étudiés, par ordre alphabétique 

 

Continent Pays 

Europe 
Belgique, Bulgarie, Croatie, Chypre, Danemark, Espagne, Estonie, Finlande, France, 

Hongrie, Irlande, Italie, Lettonie, Luxembourg, Malte, Norvège, Pays-Bas, Pologne, 

Portugal, Royaume-Uni, Serbie, Slovaquie, Slovénie, Suède, Suisse, Tchéquie. 
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III. Modèle sur données de panel 
 

 

1. Estimations 

 

Pour réaliser des estimations sur des données de panel, il faut suivre 4 étapes. Tout d’abord, il faut 

commencer par réaliser une analyse statistique des variables et de la stationnarité, qui se fait via 

l’utilisation de 3 tests de spécification, organisés en 3 étapes résumé ici. Le premier test est un test 

d’homogénéité. Le second test permet de retenir si un modèle de panel est pertinent, c’est-à-dire que 

si cette hypothèse est refusée, il faudra réaliser des estimations sur l’ensemble des individus, un à un. 

Pour finir, le troisième test permet de déterminer l’existence ou non d’effet individuel. Ainsi, si l’une de 

ces hypothèses n’est pas respectée, les résultats que l’on trouve ne seront pas pertinents.  

La seconde étape consiste à tester notre modèle pour détecter s’il existe ou non, une multi colinéarité 

entre les variables, pour cela nous utiliserons le test VIF. 

Lors de la troisième étape, nous allons estimer 9 types de modèles : (OLS, within avec effet temporel et 

individuel, within avec effet temporel, etc…)  

Pour finir, nous réalisons des tests pour savoir quels types de modèles nous retenons, ils sont au nombre 

de 4 et permettent d’estimer quel modèle est le plus pertinent. 

 

Première étape : Les tests de spécification 

Premier test : Test d’indépendance/corrélation entre les individus 

 

Comme la P-value est  inférieur à 5% nous pouvons dire qu’il y a une dépendance en coupe transversale, 

ainsi, les résidus sont corrélés avec les individus. 

 

Second test : Le test Pasaran : test d’indépendance/corrélation entre les individus 

 

Comme la p-value est inférieur à 5 %, nous avons la même conclusion que pour le test précédent. 
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Troisième test : Test d’hétéroscédasticité de Wald 

 

Comme la p-value est inférieure à 5 %, nous pouvons dire qu’il y a de l’hétéroscédasticité (les variances 

des résidus sont différentes)  

 

 

Seconde étape : Test sur la multi-colinéarité 

Nous devons commencer par réaliser le test vif, pour vérifier qu’il n’y a pas de colinéarité dans notre 

modèle. Après avoir testé de nombreux modèles, celui que nous avons décidé de conserver est le 

suivant car tous les scores VIF sont inférieur à 10. 

 

 

 

Nous avons également réalisé une table des corrélations, disponible ci-dessous pour étudier s’il n’y avait 

pas de corrélation trop forte entre nos variables. 
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Nous pouvons constater que la plus forte des corrélations est de 0,84 entre total_tests et 

total_boosters, ce qui est très élevé, cependant nous décidons tout de même de garder ces 2 variables 

dans notre modèle, car elles n’ont a priori rien à voir. Il est également intéressant de remarquer que la 

seconde plus forte corrélation est entre le PIB par habitant et l’IDH, ce qui est « logique ».  

 

Troisième étape : Estimation des 9 modèles 

Nous allons désormais passer à la troisième partie qui consiste en l’estimation de 9 modèles, et en la 

sélection de ces derniers. Tous les résultats de ces régressions seront disponibles en annexe. Nous avons 

détaillé ci-dessous, le fonctionnement de 3 estimateurs. 

OLS : Pour commencer notre étude nous allons réaliser une estimation par les moindres carrées 

ordinaires. Cette méthode est importante pour réaliser des comparaisons avec les autres estimations. 

En effet, les autres estimateurs que nous allons utiliser s'interprètent comme des moindres carrées 

ordinaires mais appliqués à une transformation des données de départ (estimateur within, between, 

etc…). Pour réaliser ces comparaisons, nous devons retirer le « terme constant » du modèle, nous allons 

centrer les données (retirer l’effet temps et l’effet individuel). 

Estimateur Within: L’estimateur intra-individuelle ou « within » permet d’étudier les écarts aux 

moyennes individuelles, c’est-à-dire leurs variations de comportement dans le temps. Ainsi avec ce 

modèle, on retire l’effet individuel résiduel. 

Estimateur between : L’estimateur inter-individuelle ou « between » se focalise sur les différences entre 

les individus. Pour ce faire, la méthode consiste à calculer les moyennes (ici du nombre de morts par 

jours) pour chaque individu (ici les pays sélectionnées) et d’effectuer une régression par moindres carrés 

ordinaires. Ainsi avec ce modèle, on retire l’effet temporel résiduel. 

La régression par OLS nous donne le résultat suivant : 

 

Ainsi, l’ensemble de nos variables sont significatives, nous obtenons un R² de 0,3729, ce qui signifie que 

l’on explique 37,29 % de la variance avec notre modèle. 

Pour comparer nos modèles, nous avons réalisé le tableau récapitulatif ci-dessous : 
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2. Tests 

 

Ensuite nous devrons réaliser un test de Fischer, qui nous permettra de déterminer si les OLS donnent 

ou non un résultat significatif. Si H1 est accepté, alors il faudra alors cela voudra dire qu’il y a soit un 

effet individuel, soit un effet temporel, non mesurable avec une régression par OLS classique. 

Pour finir, nous devrons réaliser le test d’Hausman, qui permet de tester s' il existe une présence 

éventuelle d’une corrélation entre les effets individuels et les variables explicatives. Si l’on accepte H0, 

le modèle devra être spécifié avec des effets individuels aléatoires, nous estimons alors par les GLS. Si 

l’on accepte H1, on spécifie avec des effets individuels fixes, par l’estimateur « within ». 

 

Premier test : test de Breusch-Pagan (OLS vs effets aléatoires individuels) 

 

 

La probabilité de la statistique de test est inférieure à 0.05, alors l’on choisit le modèle à effets aléatoires. 

 

 

MODELE OLS Within2 WithinT WithinP Aleatoire2 AléatoireP AléatoireT BetweenP BetweenT 

N 18200 18200 18200 18200 18200 18200 18200 18200 18200 

R² 0,3729 0,6492               

R² ajusté 0,3724 0,6345               

rho     0,2197 0,21144 0,0368         

Corr     -0,0517 -0,1247 0         

Sd(residual)           3,831719 3,592     

Within               0,0025 0,025 

Between               0,9324 0,9324 

Overall               0,0052 0,052 
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Premier test (bis) : test de Breusch-Pagan (OLS vs effets aléatoires fixes) 

 

 

De la même façon, la probabilité de la statistique de test étant inférieure à 0.05, l’on choisit une fois de 

plus le modèle à effets aléatoires plutôt que les OLS. 

 

Second test : test d’Hausman (effet aléatoire contre effet fixe) 

 

 

 

Après avoir éliminé les OLS, il est nécessaire de choisir entre un modèle à effets aléatoires (H0) et un 

modèle à effets fixes (H1). C’est le principe du test d’Hausman. On a prob>chi2 < 5%, donc on rejette 

l’hypothèse nulle et on choisit donc un modèle à effets fixes. 

 

Troisième test : test d’Hausman (effet fixe contre between) 

 

 

Quatrième test : test pour effets temporels présents ou non dans le modèle within 

 

 

On a Prob>F < .05 donc aucun effet fixe temporel n’est nécessaire dans le modèle. 
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IV. Prédiction à l’aide d’un algorithme de machine learning 
 

 

Cette seconde partie aura vocation à prédire notre variable expliquée, soit le nombre total de morts 

pour un million de personnes, à l’aide d’un algorithme de machine learning. Pour ce faire, nous avons 

utilisé le package sklearn sous Python. Le script utilisé est rendu disponible en annexe. 

L’algorithme utilisé a été construit de sorte à répartir les différentes observations en deux groupes : 

celles à prédire (groupe test), et celles sur lequel l’algorithme va s'entraîner pour prédire leur valeur au 

mieux, compte tenu de celles des variables explicatives. Nous avons choisi de composer nos deux 

groupes train et test à hauteur respective de 80% (14500 observatiobs) et 20% (3640 observations) de 

notre échantillon total, les observations étant réparties de façon purement aléatoire (une variable ID a 

été créé de sorte à affecter un identifiant unique pour le croisement d’une date et d’un pays en 

particulier).  

Les variables ont également été réparties dans deux groupes distincts, le groupe Y contenant la variable 

à prédire et le groupe X contenant toutes les variables utilisées pour comprendre la variation de Y. Les 

variables peuvent alors être affectées dans quatre catégories :  

• x_train : utilisées par l’algorithme dans sa phase d'entraînement, pour comprendre le 

fonctionnement et l’impact des variables 

• x_test : utilisées pour tester le fonctionnement de l’algorithme à l’issue de son entraînement 

• y_train : valeurs empiriques utilisées pour l'entraînement de l’algorithme 

• y_test : permet de valider ou non les résultats 

• y_pred : résultats de la prévision 

 

A l’issue de la mise en fonctionnement de l’algorithme, nous obtenons des valeurs prédites 

particulièrement fiables avec entre autres un R² d’une valeur de 0.954. Les résultats obtenus peuvent 

être appréciés par le biais du graphique ci-dessous. Nous constatons aisément que le tracé de la courbe 

des valeurs prédites (ligne pointillée rouge) est très fidèle à celui des valeurs observées (ligne pleine 

verte). Les prédictions des quarante premières observations sont également répertoriées dans le 

tableau ci-dessous. 
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ID total_deaths_per_million y_pred 

1 813,835 1038,98 

2 821,9 1049,19 

3 824,13 1043,23 

4 826,704 1045,03 

5 830,736 1054,01 

6 831,852 1019,42 

7 837,428 1059,71 

8 838,286 1062,53 

9 839,23 1042,96 

10 840,774 1013,94 

11 841,461 1020,08 

12 842,576 1016,35 

13 844,635 941,669 

14 845,836 917,421 

15 846,951 907,204 

16 849,354 797,78 

17 853,128 938,442 

18 856,903 935,745 

19 849,182 974,13 

20 850,126 983,432 
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Résultat de la prévision

total_deaths_per_million y_pred

ID total_deaths_per_million y_pred 

21 851,327 983,512 

22 851,67 952,571 

23 852,356 955,467 

24 853,472 947,794 

25 855,273 966,465 

26 859,306 980,557 

27 865,826 970,628 

28 888,733 955,326 

29 893,366 950,892 

30 921,163 898,924 

31 1040,329 925,732 

32 1074,132 957,004 

33 1090,261 970,989 

34 1133,844 1105,22 

35 1227,101 1164,76 

36 1303,715 1299,48 

37 1412,243 1421,74 

38 1461,317 1509,35 

39 1501,983 1546,4 

40 1540,075 1555,17 
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V. Annexes 
 

[1] Source des données : « Covid-19-Data/Public/Data at Master · Owid/Covid-19-Data ». GitHub, 

https://github.com/owid/covid-19-data. 

 

[2] Liste des variables : « Data on COVID-19 (coronavirus) by Our World in Data ». Github, 

https://github.com/owid/covid-19-data/tree/master/public/data.  

 

[3] Test de spécification 

 

 

[4] Estimation 1 : Modèle OLS  

 

 

 

https://github.com/owid/covid-19-data
https://github.com/owid/covid-19-data/tree/master/public/data
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[5] Estimation 2 : Modèle whitin avec effet temporel et individuel 

 

 

 

[6] Estimation 3 : Modèle whitin avec effet temporel 
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[7] Estimation 4 : Modèle within avec effet individuel 

 

 

[8] Estimation 5 : Modèle effets aléatoires produit 
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[9] Estimation 6 : Modèle two-way effet aleatoire 

 

 

[10] Estimation 7 : Modèle effets aléatoires temporels 
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[11] Estimation 8 : Modèle between sur les individus 

 

 

[12] Estimation 9 :  Modèle between sur le temps 
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[13] Test d’Hausman Estimation 2 – Estimation 3 

 

 

[14] Script Python  

 
# -*- coding: utf-8 -*- 

""" 

Created on Wed Jan 18 15:54:06 2023 

 

@author: EMMA 

""" 

 

# ----------------------------------------------- IMPORTATION DONNEES & PACKAGES ---

-------------------------------------------- # 
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import pandas as pd 

from sklearn.linear_model import LinearRegression 

from sklearn.model_selection import GroupKFold 

import statsmodels.api as sm 

from statsmodels.stats.outliers_influence import variance_inflation_factor 

import numpy as np 

 

# importation des données 

data = pd.read_excel("D:/M2 IDEE/S3/Données de Panel/plop.xlsx") 

 

# ------------------------------------------------------ TEST VIF ------------------

------------------------------------ # 

 

#connaitre le nom des variables du dataframe pour les utiliser dans le test VIF 

data.columns 

 

#selection des variables pour le test 

X = data[['total_cases', 

       'new_cases', 'new_cases_smoothed', 'total_deaths', 'new_deaths', 

       'new_deaths_smoothed', 'total_cases_per_million', 

       'new_cases_per_million', 'new_cases_smoothed_per_million', 

       'new_deaths_per_million', 

       'new_deaths_smoothed_per_million', 'reproduction_rate', 'hosp_patients', 

       'hosp_patients_per_million', 'total_tests', 'new_tests', 

       'total_tests_per_thousand', 'new_tests_per_thousand', 

       'new_tests_smoothed', 'new_tests_smoothed_per_thousand', 

       'positive_rate', 'tests_per_case', 'total_vaccinations', 

       'people_vaccinated', 'people_fully_vaccinated', 'total_boosters', 

       'new_vaccinations', 'new_vaccinations_smoothed', 

       'total_vaccinations_per_hundred', 'people_vaccinated_per_hundred', 

       'people_fully_vaccinated_per_hundred', 'total_boosters_per_hundred', 

       'new_vaccinations_smoothed_per_million', 

       'new_people_vaccinated_smoothed', 

       'new_people_vaccinated_smoothed_per_hundred', 'stringency_index', 

       'population_density', 'median_age', 'aged_65_older', 'aged_70_older', 

       'gdp_per_capita', 'extreme_poverty', 'cardiovasc_death_rate', 

       'diabetes_prevalence', 'female_smokers', 'male_smokers', 

       'hospital_beds_per_thousand', 'life_expectancy', 

       'human_development_index', 'population', 

       'excess_mortality_cumulative_absolute', 'excess_mortality_cumulative', 

       'excess_mortality', 'excess_mortality_cumulative_per_million']] 

 

#création d'un dataframe pour contenir les valeurs du VIF 

vif = pd.DataFrame() 

vif["VIF Factor"] = [variance_inflation_factor(X.values, i) for i in 

range(X.shape[1])] 

vif["features"] = X.columns 

 

print(vif) 

 

# ------------------------------------------------------ SELECTION DES VARIABLES ---

--------------------------------------------------- # 

#Selon les résulats du test VIF, nous allons conserver les variables ayant eu une 

valeur inférieure à 11 

 

#On compte le nb de variable ayant un VIF < 11 

selection = vif["VIF Factor"]<11 

selection = pd.DataFrame(selection) 

selection["VIF Factor"].value_counts() #on remarque ici, que nous avons 12 variables 

avec un VIF inférieur à 11 

 

#on regroupe le dataframe des résultats vif avec celui qui nous indique les variables 

a conserver 
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d = selection.merge(vif, how='inner', left_index=True, right_index=True) 

 

#on récupère l'intitulé des variables a conserver 

selected_rows = d[d['VIF Factor_y'] < 11] 

print(selected_rows) 

liste_des_variables = selected_rows["features"].to_list() 

liste_des_variables 

 

#on peut copier le résultat de 'liste_des_variables' pour intégrer les valeurs dans 

l'algorithme de machine learning 

 

# ------------------------------------------------------ MACHINE LEARNING ----------

-------------------------------------------- # 

re_model = LinearRegression(fit_intercept=False) 

 

#définition du groupe de panel 

group = data["id"] 

 

#définition de la variable a prédire et des variables explicarives 

X = data[['new_cases', 

 'new_cases_per_million', 

 'new_deaths_per_million', 

 'total_tests_per_thousand', 

 'positive_rate', 

 'tests_per_case', 

 'new_vaccinations', 

 'new_vaccinations_smoothed_per_million', 

 'new_people_vaccinated_smoothed', 

 'new_people_vaccinated_smoothed_per_hundred', 

 'population_density', 

 'excess_mortality']] 

y = data["total_deaths_per_million"] 

 

# Create an instance of the GroupKFold splitter 

gkf = GroupKFold(n_splits=5) 

 

# Iterate over the splits 

for train_index, test_index in gkf.split(X, y, group): 

    # Get the training and testing data 

    X_train, X_test = X.iloc[train_index], X.iloc[test_index] 

    y_train, y_test = y.iloc[train_index], y.iloc[test_index] 

    group_train, group_test = group.iloc[train_index], group.iloc[test_index] 

     

    # Fit the model on the training data 

    re_model.fit(X_train, y_train) 

     

    # Make predictions on the testing data 

    y_pred = re_model.predict(X_test) 

 

 

 

 

 


